anpet

| [/ C
33° Congresso de Pesquisa e Ensino em Transporte da ANPET P
Balneario Camborid-SC, 10 de Novembro a 14 de Novembro de 2019 oiéAdNI:ET
[ — e

PRIORIZACAO DE VARIAVEIS EXPLICATIVAS NA MODELAGEM DE
ACIDENTES DE TRANSITO UTILIZANDO TECNICAS DE APRENDIZADO DE
MAQUINA

Philippe Barbosa Silva
Instituto Federal Goiano — Campus Rio Verde
Curso de Engenharia Civil
Universidade de Brasilia
Programa de P6s-Graduagdo em Transportes
Michelle Andrade
Universidade de Brasilia
Programa de P6s-Graduagdo em Transportes
Sara Ferreira
Universidade do Porto
Centro de Investigagdo do Territorio, Transportes ¢ Ambiente

RESUMO

A priorizacdo de variaveis no processo de modelagem de acidentes pode contribuir para otimizac¢do de recursos e
indicagdo de quais dados sdo prioritarios para coleta. Assim, este estudo objetivou investigar a influéncia da
priorizagdo de varidveis no ajuste de modelos de previsdo de acidentes de resposta multivariada (nlimero de
acidentes sem vitimas, nimero de acidentes com vitimas e numero,de/acidentes com mortes). Duas abordagens
foram empregadas: técnicas de agrupamento de arvores de decisao (Random Forest e Boosted Trees) para a
priorizagdo inicial e posterior modelagem com uso de redes neurais artificiais (RNA); e, utilizagdo direta de
RNA para priorizagdo e modelagem. Os resultados gerais, entretanto, indicaram piora no ajuste dos modelos
quando da redu¢do do niimero de variaveis explicativas. Apesar.disso, acredita-se que a evolugdo de técnicas de
aprendizado de maquina de dados que lidem melhor com resposta multivariada, conduzam a identificagdo
adequada das varidveis mais importantes para modelagem.

ABSTRACT

The prioritization of variables in the process of accident modeling can contribute to the optimization of resource
and indication of which data are prioerity to<collect. This study aimed to investigate the influence of the
prioritization of variables in the adjustment of accident predictive models of multivariate response (number of
accidents without victims, number ‘of taccidents with victims and number of accidents with deaths). Two
approaches were used: decisiontree grouping techniques (Random Forest and Boosted Trees) for initial
prioritization and later modeling-using artificial neural networks (ANN); and, direct use of ANN for both,
prioritization and modeling. Overall results, however, indicated a worse fitness of the models when the number
of explanatory variables“was reduced. Despite this, it is believed that the evolution of machine learning
techniques that best deal with multivariate response, lead to the adequate identification of the most important
variables for modeling.

1. INTRODUCAO

Para a abordagem de Sistemas Seguros, na medida em que os seres humanos cometem falhas,
os projetistas de infraestrutura vidria devem prover um sistema de transporte que minimize as
consequéncias do erro humano. Para tanto, € essencial a investigagdo dos fatores contribuintes
para a ocorréncia dos acidentes de transito, onde a Modelagem da Seguranca Viaria (MSV)
traz grande contribui¢do (Chang, 2005; Lord e Mannering, 2010; Cafiso et al., 2010; Costa et
al., 2016).

Lord e Mannering (2010) reiteram que pesquisadores tém se dedicado a investigagdo dos
fatores que afetam o nimero de acidentes que ocorre em algum espago geografico
(normalmente uma interse¢ao ou segmento de via) durante um periodo de tempo especificado,
o que resulta em dados de frequéncia de acidentes e/ou severidade destes, objetivos dos
modelos de previsao de acidentes (MPA).
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Também tem ganhado forga a abordagem de resposta multivariada para MPA. Tais modelos
de previsdo multivariada de frequéncia de acidentes consideram a interdependéncia no
numero de acidentes em diferentes niveis de severidade para um segmento rodoviario. El-
Basyouny e Sayed (2009), Lee et al. (2015), Jonathan et al. (2016) e Ma et al. (2017), quando
comparados os resultados, demonstraram a superioridade da abordagem de resposta
multivariada frente aos modelos de uma variavel-resposta.

A modelagem da seguranga vidria ¢ tradicionalmente estatistica, no entanto, mesmo diante
dos avangos da modelagem estatistica tradicional, sdo reconhecidas as limitagdes neste tipo de
abordagem, uma vez que cada modelo estatistico tem pressupostos proprios e relagao pré-
definida entre varidveis dependentes e independentes (Zeng et al., 2016).

Mussone et al. (1999), Li et al. (2012) e Chang (2005) destacam que a‘modelagem estatistica
requer suposicao sobre a distribuicdo dos dados e ainda, estabelece uma forma funcional entre
variaveis dependentes e explicativas. Diversas vezes essas premissas podem ndo ser
verdadeiras, e em sendo violadas, conduzem a estimativas equivocadas e producdo incorreta
de inferéncias. Os autores, reiterados por Abdelwahab e Abdel-Aty (2001), ainda evidenciam
que o uso de redes neurais artificiais (RNA) ndo requer este tipo de relacdo pré-definida entre
as variaveis. Nestes, em vez de elaborar uma forma funcional analitica, tarefa bastante
complexa e laboriosa, ¢ reconstruido um modelo, a partit do aprendizado realizado com os
dados reais de acidentes, de onde obtém-se os pesos.de cada variavel do modelo. Hashemi et
al. (1995) destacam que a RNA ¢ capaz de identificar a relacdo entre os dados, enquanto a
regressao requer conhecimento prévio da natureza do relacionamento subjacente.

A robustez e vantagem principal da utilizacgdo de RNA — ou outra técnica similar de
Aprendizado de Maquina — estd"na sua capacidade de reconhecimento de padrdes para
detec¢do do relacionamento (linear”ou ndo-linear) entre as varidveis. Tal aspecto que,
conforme Abdelwahab e Abdel-Aty (2001), pode levar a uma maior compreensdo da relagao
entre os fatores contribuintes ¢ a ocorréncia de acidentes. Além disso, Mannering e¢ Bhat
(2014) apontaram para a-necessidade de exploracdo de modelos multivariados, mediante
exploracdo de abordagens alternativas sugerindo, nomeadamente, a utilizacdo de Aprendizado
de Maquina (AM).

Ainda assim, uma’limitagdo no processo de modelagem de acidentes ¢ a obten¢do de dados,
uma vez que sao necessarios dados confiaveis para o ajuste dos modelos. Diversas vezes
dados de variaveis ndo estdo disponiveis nos bancos de dados, o que ¢ justificado pelo custo
de coleta'¢ manutencdo de dados detalhados ao longo de toda rede rodoviaria, especialmente
frente as limitagoes de recursos (financeiros, fisicos e técnicos).

Conforme sugerido por Saha et al. (2015) e Saha et al. (2016), ¢ relevante conduzir
investigacdes sobre a possibilidade de simplificar os requisitos de dados a serem coletados,
observando ainda a minimizagdo dos impactos disso para a qualidade desejavel dos modelos.
Dessa forma, o objetivo deste trabalho ¢ avaliar o impacto de priorizagdo de variaveis no
desempenho dos modelos ajustados. Tanto o processo de priorizagdo quanto a modelagem
foram procedidos com uso de técnicas de AM, empregando dados obtidos dos registros de
acidentes entre os anos de 2011 e 2017 no trecho da BR-116 sob concessdo da Nova Dutra.
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2. MATERIAIS E METODOS

2.1. Descricao dos dados

Os dados utilizados nesta investigagdo pertencem a pista norte da BR-116, que liga as cidades
Rio de Janeiro e Sdo Paulo. O trecho analisado € entre km 231,6 ¢ km 0 no estado de Sao
Paulo (SP) e km 333,5 e km 163 no estado do Rio de Janeiro (RJ), perfazendo um total
aproximado de 402,1 km de extensdo. O periodo analisado foi de 7 anos, de 2011 a 2017,
mediante utilizacdo do registro oficial de acidentes de transito fornecido pela Agéncia
Nacional de Transportes Terrestres (ANTT). Na Tabela 1 estdo apresentadas as estatisticas
basicas da base de dados.

Tabela 1: Relacdo volume-velocidade medida no local

Ano Numero de acidentes sem Numero de acidentes Numero de acidentes TOTAL
vitimas (NASV) com vitimas (NACV) com mortes (NACM)

2011 3452 1.273 55 4.780
2012 3.529 1.162 40 4.731
2013 3.359 1.149 47 4.555
2014 3.252 1.131 29 4.412
2015 2.764 1.041 23 3.828
2016 2.524 997 32 3.553
2017 2.491 952 37 3.480

TOTAL 21.371 7.705 263 29.339

2.2. Variaveis

O trecho analisado, apds remog¢ao de subtrechos com dados faltantes ou inconsistentes, teve a
seguinte configuracdo: km 210 a km 0 (210.km) —trecho em Sao Paulo; km 333,5 a km 171
(162,5 km) — trecho no Rio de Janeiro; extensdo total: 372,5 km. Tal trecho foi dividido em
segmentos de extensdo fixa de 500.m, totalizando 745 segmentos. E a partir dos dados
disponiveis e dos achados provenientes da Revisdo Sistematica de Literatura, foram criadas as
seguintes varidveis explicativas para modelagem:

¢ Propor¢dao do comprimento de reta no segmento (PCR) e Propor¢do do comprimento de
curva no segmento (PCC) (Cafiso et al., 2010): adimensionais e descrevem a
porcentagem de-curva e reta no segmento, sendo sempre PCR + PCC = 1;

e Inverso do raio das curvas horizontais (IRH) (Costa et al., 2016): média dos inversos de
raio das curvas horizontais presentes no segmento;

eInclinagdo média das rampas ascendentes (IMA) e Inclinagdo média das rampas
descendentes (IMD): descrevem o perfil vertical do segmento rodovidrio, em referéncia a
extensdo de cada inclinagdo no segmento;

e indice de oportunidade de acesso (I0A) e Indice de oportunidade de saida (IOS):
descrevem a extensdo disponivel de faixa de mudanca de velocidade em relagdo a
velocidade regulamentada do trecho (Figura 1), calculados pelas Equagdes 1 e 2:

IOA _ Z loa,i (1)
i=1 max, i
Z los j

[0S =Y —- Q)
Jj=1 V max, j

em que lo,; € los; sA0 as extensdes de faixa de mudanga de velocidade para acesso e saida da
rodovia nos sub-trechos i e j, respectivamente; Vyaxi € Viax; sS40 as velocidades méaximas
regulamentadas para os sub-trechos i e j, respectivamente.
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Figura 1: Varidveis consideradas para o calculo dos Indices de oportunidade de Acesso ¢
Saida

¢ Tipo de divisdo de pista (Div_pista) divide-se em Div_pista_C para separagdo por canteiro
central e Div_pista B para divisdo por meio de barreiras de concreto;

oL cant: ¢ definida como a largura do canteiro central;

o N _faixas: ¢ definido como o numero de faixas, por sentido, no segmento;

oL acost: ¢ definida como a largura do acostamento direito da pista;

e Volume de trafego didrio médio anual (VDMA): valor médio para o segmento;

¢V _max: velocidade maxima regulamentada para o segmento;

o [S: indice de saturacdo do segmento, obtido pelo quociente do volume de trafego pela
capacidade do segmento;

o NS: nivel de servigo (A, B, C, D ou E) do segmento;

e Cam_Pain: nimero de painéis fixos de mensagens.varidveis e/ou cameras no segmento;

¢ CEV: nimero de controladores eletronicos de velocidade existente no segmento;

o N Pass: numero de travessias de pedestres existente no segmento;

o P Ped: varidvel que indica a presenga de praca de pedagio no segmento;

e Uso do solo (Uso_solo) divide-se em Uso_solo R quando indica que a area envolvente do
segmento ¢ de uso rural ou Usosolo U quando a area envolvente do segmento ¢ de uso
urbano;

o P ilum: propor¢do de iluminacdo artificial existente no segmento;

¢ QI: quociente médio de-irregularidade do pavimento no segmento, medida normalizada no
Brasil, similar ao IRI (International Roughness Index);

¢IGG: indice de-gravidade global do pavimento, no segmento considerado. Descreve o
estado geral-de um determinado trecho do pavimento;

e Def max: valor médio da deflexdo maxima do pavimento, no segmento.

e Para todos+o0s segmentos foram utilizados os valores médios das variaveis (ou totais,
quande o caso) a exce¢do dos Div_pista, N _faixas, V_max, Uso_Solo e NS. Para esses foi
utilizada a caracteristica predominante no segmento.

Na Tabela 2 estdo apresentadas as estatisticas descritivas das variaveis para os segmentos,
incluindo as trés varidveis dependentes: Nuimero de acidentes sem vitimas (NASV), Numero

de acidentes com vitimas (NACV) e Numero de acidentes com mortes (NACM).

Tabela 2: Resumo das estatisticas descritivas das variaveis

Variavel Min-Max Média Desvio padrao
NASV 0-80 4,11 5,263
NACV 0-17 1,48 1,90
NACM 0-3 0,05 0,23

Variaveis explanatorias
Numéricas Categoricas
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Variavel Min-Max Média Desvio padriao
VDMA [veic/dia] 1719055520%56 22.633,15 10.956,18 Div_pista B 3430 (65,80%)
IMA [%] 0,00-6,59 1,39 1,61 Div_pista C 1785 (34,20%)
IMD [%] 0,00-38,00 1,71 2,33 NS B 1622 (31,10%)
L acost [m] 0,00-5,32 1,66 1,10 NS C 3575 (68,56%)
L cant [m] 0,00-2.000,00 47,49 298,41 NS D 9 (0,17%)
N_faix 2-4 2,08 0,31 NS E 9 (0,17%)
IOA [m/km/h] 0,00-8,97 0,61 1,55 P Ped Sim 77 (1,50%)
I0S [m/km/h] 0,00-12,44 0,56 1,17 P Ped Nio 5138 (98,50%)
PCC 0,00-1,00 0,25 0,29 Uso_solo Urb 3997 (76,60%)
PCR 0,00-1,00 0,75 0,29 Uso _solo Rur 1218 (23,40%)
IRH [m ] 5,00E-05 1,22E-03 2,42E-03
Variavel Min-Max Média Desvio padrio
V_max [km/h] 40-110 99,25 14,28
N _pass 0-1 0,07 0,26
P ilum 0,00-1,00 0,05 0,19
CEV 0-1 0,04 0,19
Cam_Pain 0-2 0,13 0,36
IS 0,35-1,00 0,50 0,072
IGG 1,02-13,22 5,24 2,11
QI [cont/km] 23,23-33,08 27,91 2,60
Def max [0.01 mm] 18,91-42,66 31,43 5,04

3. METODOLOGIA

Diversos estudos buscaram identificar e ranquear .a influéncia das varidveis preditoras na
previsdo de acidentes, destacando-se o potencial de técnicas de arvores de decisdo para tal
finalidade. Na constru¢do de AD ¢ utilizado um conjunto de treinamento formado pelas
entradas e saidas, estas tltimas sdo asclasses. A estrutura de uma AD contém um no raiz (que
inicia a darvore), ndés de decisdo (que’ dividlem um determinado atributo e geram as
ramificagdes) e folhas (que contém as informagdes de classificacdo). Cada n6 indica o teste de
um atributo, sendo a utilidade do atributo para a classificacdo utilizada como critério de
ramificacdo. Dessa forma, @-atributo escolhido, que sera um né da arvore, ¢ aquele que gera
maior ganho de informacao. (entropia), ou seja, melhor qualidade de classificacdo. Note-se
que um percurso na-arvore (da raiz a cada nd-folha) corresponde a uma regra de associagao
(Quinlan, 1986; Trabelsi et al., 2019). Os algoritmos de indugdo de arvores de decisdao
buscam, em meio a um conjunto de atributos, aqueles que separam da melhor forma os
exemplos, gerando sub-arvores.

Nesta se¢do sdo apresentados os métodos Random Forest (RF) e Boosted Trees (BT),
associacdo de arvores de decisdo, empregados para a priorizacdo das varidveis. Além disso,
apresenta-se a descricdo das RNA utilizadas para a modelagem.

3.1. Random Forest

Random Forest (RF), ou floresta aleatoria, ¢ uma técnica ensemble baseada em CART
(Arvores de Classificagdo ¢ Regressdo). Conforme Dietterich (2000), ensemble é um conjunto
de modelos que combinados produzem a predi¢do de resposta para um novo caso. RF ¢ um
ensemble do tipo bagging (bootstrap aggregating), no qual véarias predigdes de modelos
independentes sdo agregadas.

Conforme proposto por Breiman (2001), as florestas aleatdrias combinam arvores de
classificagdo e/ou regressdo, baseando-se em vetores de caracteristicas (covariaveis), que sao
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geradas de maneira aleatdria e independente a partir do conjunto original de dados.

Na Figura 2 estd apresentado o esquema de funcionamento da RF. Formalmente ¢ um
classificador consistindo de uma cole¢ao de arvores {hk(x, On,k=12,...N }, em que Ok sdo

vetores independentes e aleatoriamente distribuidos e cada arvore vota na classe mais popular
para a entrada x (Breiman, 2001). As amostras sdo obtidas a partir do conjunto original de
dados e, seguidamente, as arvores de classificacdo e/ou regressdo sdo geradas com sele¢ao
aleatoria das caracteristicas (atributos) de cada amostra. Por fim, as arvores sdo combinadas
para emitir a predicdo do conjunto. Quando classificador, a classe resultante ¢ proveniente da
maioria dos votos; nos regressores, o resultado ¢ a média dos resultados de todas as-arveres.

Dados de
Treinamento

|

Amostra Amostra Amostra
Bootstrap 1 Bootstrap 2 Bootstrap N

Selecdo Selecdo Selecdo
Aleatéria de Aleatéria de Aleatoria de
Caracteristicas Caracteristicas Caracteristicas
Arvore de /. ) Arvore de ,.\ Arvore de
5 N\, 7N = ~
Classificacdo Classificacdo . Classificacdo e
eRegressio;, @ o 9 o o @ eRegressdo, s ®  Regressdoy

Figura 2: Esquema geral Random Forest
Fonte: Borges Junior (2016)

3.2. Boosted Trees

Boosting ¢ outro método~ensemble, reunindo predicdes de modelos independentes
(classificadores ou regressores). No caso de Boosted Trees (BT), diferentes arvores simples
sdo criadas reponderando sequencialmente os exemplos no conjunto de treinamento.

Conforme Wang et al. (2011), inicialmente, todos os exemplos sdo inicializados com pesos
iguais. Cada exemplo classificado incorretamente pela arvore anterior recebe um peso maior
na proximaitera¢ao do treinamento, buscando classifica-lo corretamente. O erro ¢ computado
e os pesos sdo ajustados (reduzidos para exemplos classificados corretamente e aumentados
para exemplos classificados erroneamente).

Desta forma, busca-se dar énfase as observagdes mal ajustadas (observagdes que se desviam
muito da média) com base nos resultados da arvore anterior. Previsdes de muitos modelos
fracos sdo combinadas, de modo a produzir uma forte previsdo e melhorar a precisao do
modelo (Bithimann ¢ Hothorn, 2007; De’ath, 2007).

O voto de cada classificador individual ¢ ponderado proporcionalmente ao seu desempenho.
Um dos algoritmos mais conhecidos ¢ o Gradient Boosting, proposto por Friedman (2001).
Ele se baseia na minimizacdo de uma fun¢do de custo (perda) e utiliza o método de
otimizagdo de descida do gradiente.
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3.3. Redes Neurais Artificiais

Uma RNA com multiplas camadas (multi layer perceptron — MLP) ¢ tipicamente composta
por trés tipos camadas: uma camada de entrada, uma camada de saida e uma ou mais camadas
ocultas. A camada de entrada recebe os valores das varidveis explanatdrias, ou seja, os dados
de acidentes e caracteristicas viario-ambientais. A camada oculta, composta por m neurdnios,
sumariza o peso dos valores de entrada das diferentes varidveis explanatorias e calcula os
padrdes de associagdo (Villiers e Barnard, 1993; Chang, 2005). Ja a camada de saida, soma os
valores dos diferentes neuronios ocultos e, na sequéncia, apresenta os valores de saida da
rede, neste caso trés variaveis de saida.

A arquitetura da rede utilizada ¢ do tipo feedforward, caracterizada pela propagacao dos sinais
sempre das camadas anteriores para as posteriores. Em termos de treinamento, foi utilizado o
algoritmo de retropropagacdo. Nele, conforme Haykin (2009), busca-se a‘minimizacdo dos
erros, a partir do ajuste dos pesos da rede em relacio a um padrdo.de saida conhecido.
Baseado no método de gradiente descendente, a funcdo de custo estd na.dire¢do e sentido em
que a fungdo tem taxa de variacdo minima e garante que a rede caminhe na superficie em
direcdo a maior redu¢do do erro. Por fim, a funcdo de ativagdo- utilizada, relacionada a
capacidade representativa das redes neurais e que introduz uma componente ndo linear, ¢ do
tipo tangente hiperbdlica (tanh - f(x)=(¢' — e™)/(¢" + €)), que se melhor ajustou frente a
tradicional funcdo sigmoide (sigm - f(x)=1/(1+e”)), que € mais suscetivel a saturacdo. Foi
adotado o particionamento aleatorio de 70% dos dados para treinamento e 30% para teste.

3.4. Ajustes para aplicacdo das técnicas

Uma limitagdo das técnicas RF e BT ¢ o fato de lidarem apenas com um output. Tal fato
implicou na decomposi¢do do problema nas trés respostas consideradas: numero de acidentes
sem vitimas (NASV), numero de acidentes com vitimas (NACV) e nimero de acidentes com
vitimas fatais (NACM). Além disso, buscando simular o efeito conjunto das trés saidas,
minimizar o problema de desbalanceamento do NACV e NACM - especialmente este Gltimo
— e melhorar o desempenho do.medelo, estabeleceu-se também como varidvel resposta a UPS
(Unidade Padrao de Severidade) do segmento.

A UPS, instituida por DENATRAN (1987), foi escolhida como medida do grau de severidade
do segmento por expressar o nimero de ocorréncia por severidade, pela atribuicdo de peso a
cada severidade, conforme Equagao 3.

UPS =1.NASV +5.NACV +13.NACM 3)
Se refere que as variaveis categéricas passaram por uma transformagdo e foram convertidas
em variaveis bindrias. Dessa forma, a varidvel Divisdo de pista (Div_pista) foi transformada
em Div, _pista B e Div_pista_C; Nivel de Servico (NS) em NS B, NS C, NS De NS E; a
variavel e Uso do solo (Uso_solo) em Uso solo U e Uso_solo R.

A utilizagdo do moédulo AutoModel do software RapidMiner permitiu o uso de RF e BT com
otimizagdo, via algoritmos genéticos com 11 replicagdes, dos parametros para ambas as
técnicas utilizadas. Finalizada a otimizagdo dos pardmetros e obten¢do dos melhores modelos,
sdo apresentadas as medidas de desempenho dos modelos. Como medida de desempenho e de
comparac¢do entre modelos utilizou-se o erro relativo (ER), conforme Equacao 4.
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em que yi € o valor observado, y: € o valor previsto, Vi ¢ a média dos valores observados e n
¢ o conjunto de casos.

“4)

Além disso, j4 com os modelos resultantes, o AutoModel permite identificar o fator de
importancia de cada variavel de entrada para a saida do modelo. Essa importancia local.de um
atributo ¢ baseada em sua correlacdo com as predigdes na vizinhanca do input-selecionado.
Assim, quanto mais o valor se aproxima de 1, mais forte ¢ a associagdo entre o, atributo e a
variavel resposta, ao passo que, valores negativos indicam relagcdo do input com a saida, mas
contradizendo o valor da predi¢ao (RapidMiner, 2018).

Em termos da série histérica dos dados, considerando que ‘houve uma mudanca no
procedimento de registro de acidentes a partir de 2015, mediante operacionalizacdo do
sistema DAT (Declaragdo de acidente de transito) da Policia'Rodoviaria Federal (PRF),
preferiu-se investigar, além do periodo completo, os modelos ajustados para 2011 a 2014 e
2015 a 2017, separadamente.

4. RESULTADOS E DISCUSSAO

Para cada agregacdo temporal (2011-2014,-2015-2017 e 2011-2017) e por cada técnica
(Random Forest e Boosted Trees), foram desenvolvidos quatro modelos (NASV, NACV,
NACM e UPS), resultando em 48 modelos. Na Tabela 3 estdo apresentados os resultados dos
fatores importantes dos modelos do.periodo 2011-2017 para ambas as técnicas.

Tabela 3: Fatores importantes para predicdo —2011-2017

Acidente sem vitima Acidente com vitima Acidente com morte UPS
Random Forest Random Forest Random Forest Random Forest
Fator Import: Fator Import. Fator Import. Fator Import.
Inv_raio 0,36 I0A 0,38 Inv_raio 0,35 VDMA 0,35
VDMA 0,32 VDMA 0,32 10A 0,28 Inv_raio 0,24
I10A 0;19 Inv_raio 0,26 Ind sat -0,27 QI -0,23
Ind sat -0,17 Ind sat -0,24 NS D -0,19 I0OA 0,21
Def max -0,12 QI -0,23 1GG 0,13 Def max -0,18
QI -0,12 Def max -0,11 10S 0,11 Ind sat -0,15
10S 0,07 Div_pista B -0,08 Incl neg 0,11 10S 0,11
RMSE 2,85 RMSE 1,412 RMSE 0,211 RMSE 9,044
R* 0,521 R’ 0,402 R’ 0,024 R’ 0,461
Boosted Trees Boosted Trees Boosted Trees Boosted Trees
Fator Import. Fator Import. Fator Import. Fator Import.
Inv raio 0,43 Inv_raio 0,41 10A 0,51 Inv_raio 0,5
VDMA 0,24 VDMA 0,41 Ind_sat -0,32 VDMA 0,37
Ind sat 0,11 I0A 0,22 Inv_raio 0,15 I0A 0,33
I0A 0,09 Div_pista B -0,08 Def max -0,05 10S 0,11
10S 0,09 Vel max 0,07 Incl pos -0,03 Incl pos 0,08
NS D -0,08 10S 0,07 L acost 0,03 P ilum 0,07
Vel max 0,07 Ind sat -0,06 10S 0,03 Div_pista B -0,07
RMSE 0,481 RMSE 1,279 RMSE 0,213 RMSE 7,497
R’ 0,635 R’ 0,449 R’ 0,031 R’ 0,539
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*RMSE: Raiz do erro quadratico médio; R%: Coeficiente de determinagdo

Nota-se, como ¢ suposto, que a depender da técnica e da variavel de saida, os fatores mais
importantes sdo diferentes. Tendo isso em conta e visando tirar o maximo proveito dos
resultados, decidiu-se por uma andlise tipo ensemble, utilizando todas as varidveis que
figurassem pelo menos uma vez no conjunto de resultados. Adicionalmente, foi estabelecido
como critério para o ranqueamento das variaveis o somatorio do produto entre a importancia
do fator (em mddulo) e o coeficiente de determinacao do modelo.

Na Tabela 4 estdo apresentadas as listas de varidveis selecionadas (na ordem decrescente de
importancia) para comporem a modelagem com RNA. Notou-se, inclusive, que/apesar das
diferentes técnicas e agregacdes temporais, VDMA, IRH e IOA sempre figuraram entre as
variaveis mais importantes.

Tabela 4: Varidveis selecionadas para modelagem

2011-2014 IRH/ VDMA /IOA / Def max /I0S/IGG/IMD /P _ilum/QIAIS/L cant/L acost/
Div pista C/Div pista B/ NS B/PCC/IMA
2015-2017 IRH/ VMDA /IOA/QI/IOS/IS/P ilum/V_max /IMD /L cant/Uso solo U/IGG/
IMA /Div pista B/Def max /L acost
2011-2017 IRH/VDMA /IOA /IS / QI /IOS / Def max / Div /pista B/V_max /NS D/IMA/P_ilum/
IGG / IMD /'L, acost

De posse dos resultados da priorizacdo de varidveis -obtidos por meio da associacdo entre
Random Forest e Boosted Trees, iniciou-se 0 processo de modelagem com redes neurais.
Além disso, o fator de importancia de cada.input foi considerado no processo sucessivo de
exclusdo de varidveis, excluindo a menos importante a cada nova rodada até o minimo de
duas variaveis. Os resultados estdo apresentados na Tabela 5. Os valores negritados sinalizam
o menor valor (entre todos os modelos baseados nas varidveis priorizadas) de determinado
tipo de erro.

Tabela S: Resultados modelos resultantes do uso de variaveis priorizadas
Nimero de varidveis
Erros: Treinamento/Teste

2011-2014 28 19 18 17 16 15 14

ER médio  0,713/0,767 0,756/0,79  0,794/0,833  0,767/0,803  0,769/0,798  0,751/0,785  0,757/0,794
ER NASV  0577/0627 0,60/0,691  0,644/0,752  0,614/0,705 0,621/0,705  0,585/0,675 0,601/0,693
ERNACV  0,637/0,701  0,707/0,699 0,754/0,755 0,717/0,712  0,713/0,709  0,689/0,688 0,693/0,698
ER NACM. (0,984/1,004 0,962/0,987 00984/0983  0,97/0981  0972/097  0978/0977 0977/0978
2015-2017 28 18 17 16 15 14 13

ER médio/ 10,742/0,773  0,824/0,844 0,825/0,845 0,821/0,834  0,816/0,83  0,802/0,829  0,797/0,829
ER NASV ~ 0461/0,655 0,744/0,699 0,741/0,711  0,745/0,684  0,746/0,69  0,714/0,659  0,697/0,647
ERNACV  0,649/0,685 0,74/0,713  0,753/0,72  0,737/0,71  0,728/0,714 0,719/0,709  0,722/0,715
ERNACM 0986/0984 0988/1,02  0979/101  0981/1,0  0974/099  0974/101  0972/1,0
2011-2017 29 18 17 16 15 14 13

ER médio  0,741/0,777  0,768/0.816 0,787/0,828 0,824/0,852 0,766/0,822  0,823/0,843  0,796/0,825
ERNASV  0,612/0,668 0,618/0,712 0,653/0,722  0,736/0,762  0,632/0,719  0,72/0,737  0,67/0,713
ERNACV  0,673/0,715  0,707/0,72  0,726/0,741  0,753/0,773  0,718/0,728  0,756/0,762  0,732/0,738
ERNACM  0,987/0,995 0,978/0,981 0982/0986  0,983/0,99  0,976/0,984 0993/0,995 0,985/0,988

O primeiro modelo apresentado ¢ o geral contendo todas as varidveis. Esse serviu de
pardmetro para avaliar os modelos baseados nas variaveis priorizadas. Os resultados nao
foram animadores, uma vez que o desempenho dos melhores modelos se aproximou bastante
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do modelo geral (sem reducao inicial de variaveis). E mais, em todos os periodos (2011-2014,
2015-2017 e 2011-2017), os melhores modelos (destacados em negrito) tiveram desempenho
inferior ao modelo geral com todas as variaveis de cada periodo.

Diante de tais resultados e, valendo-se da afirmacdo de Nisbet ef al. (2018), os quais dizem
ser interessante utilizar os fatores de importancia das varidveis de entrada (provenientes da
analise de sensibilidade) como estratégia para determinar o melhor conjunto de varidveis a
serem incluidas em um modelo, decidiu-se por proceder a modelagem com RNA a partir de
todas as variaveis, executando-se sucessivas exclusdes de varidveis. Dessa forma, os inputs
com menores fatores de importancia, de dois a dois (até 5% de importancia) ou um a um
(importancia superior a 5%), foram excluidos até o tltimo modelo com apenas duas variaveis
independentes. Assim, mediante analise das medidas de desempenhos dos modelos foram
obtidas as melhores configuracdes.

Esse procedimento, além de determinar o melhor conjunto de varidveis, também ja consiste na
modelagem inicial do problema, possibilitando anélises e discussdes acerca dos resultados. Na
Tabela 6 estdo apresentados os melhores modelos para cada agregacdao temporal, a partir da
comparagao dos erros.

Tabela 6: Resultados modelos resultantes do uso.de varidveis priorizadas
2011-2017 2011-2014 2015-2017
(25 variaveis) (24 varidveis) (14 variaveis)
Erros: Treinamento/Teste

ER NASV 0,555/0,591 0,527/0,600 0,423/0,643
ER NACV 0,646/0,697 0,601/0,704 0,641/0,678
ER NACM 0,986/0,991 0,970/1,010 0,983/0,967
ER médio 0,729/0,76 0,70/0,771 0,682/0,763
RMSE NASV 3,902/4,086 4,099/4,632 2,986/3,284
RMSE NACV 1,526/1,587 1,555/1,720 1,393/1,367
RMSE NACM 0,228/0,229 0,239/0,261 0,210/0,176
RMSE médio 1,886/1,967 1,964/2,205 1,530/1,609
MAD NASV 2,313/2,563 2,433/2,849 1,960/2,094
MAD NACV 1,079/1,137 1,092/1,203 1,027/1,014
MAD NACM 0,096/0,097 0,101/0,111 0,083/0,073
MAD médio 1,163/1,266 1,209/1,388 1,023/1,061

*ER: Erro relativo; RMSE: Raiz do erro quadratico médio; MAD: Desvio médio absoluto

Os erros ¢'a analise de residuos permitiram verificar que os modelos para os periodos de 2011
a 2014°¢ 2011 a 2017 reforcaram o constado anteriormente, apontando para a melhoria de
ajuste do modelo quando se utiliza um nimero maior de variaveis (24 ou 25 variaveis),
proximo ao numero total de varidveis disponiveis inicialmente. Para o periodo de 2015 a
2017, no entanto, verificou-se que o modelo com 14 varidveis teve melhor ajuste, embora o
modelo com segundo melhor desempenho para aquele periodo tenha sido obtido com o uso de
26 varidaveis. Nao se tem, portanto, consisténcia para indicagdo de coleta de dados
simplificada que assegure ajuste dos modelos proximo ao melhor desempenho possivel.

4. CONSIDERACOES FINAIS
O objetivo deste trabalho foi investigar a influéncia da redu¢do do numero de varidveis
explicativas no processo de modelagem de acidentes em uma rodovia brasileira. A rodovia foi
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segmentada em trechos de 500 m, sendo cada segmento caracterizado pelos valores médios ou
predominantes das varidveis explanatorias selecionadas, que contemplaram caracteristicas
geométricas, operacionais e do pavimento da via. Os modelos foram estimados para uma
amostra de trechos de rodovia federal brasileira, utilizando dados dos anos de 2011 a 2017.

A reducdo de dimensionalidade do problema com uso de técnicas de agrupamento de arvores
de decisdo (Random Forest ¢ Boosted Trees) foi conduzida. Os resultados, no entanto, nao
foram satisfatérios, uma vez que houve decréscimo do desempenho do modelo quando
utilizadas apenas as varidveis priorizadas. O fato de ter sido necessario decompor o problema
multivariado em quatro abordagens univariadas e, os resultados destas andlises terem sido
conjuntamente compilados e utilizados como entrada numa abordagem multivariada ¢ um
possivel motivador do desempenho insatisfatorio. Ademais, a distingdo do funcionamento das
arvores de decisdo e das redes neurais, por si sO, pode ter influenciado nos resultados.

Para RNA, os resultados também sugerem que os melhores modelos_sdo obtidos com uso de
quase totalidade das varidveis. Como os conjuntos de varidveis resultantes da priorizacao
continham entre 18 e 19 varidveis, comparativamente, pode-se dizer.que essa configuracgao ja
estaria a jusante da configuragdo “6tima”, confirmando os resultados inferiores.

Tanto na abordagem com RF e BT quanto na utilizacao. direta de RNA para priorizacdo de
variaveis, ndo fica evidente qual a reducdo de varidveis ,poderia ser realizada preservando-se
ao mesmo tempo o desempenho proximo ao..melhor possivel. Diferente de modelos
estatisticos, as técnicas de Mineragdo de Dados identificam padrdes ndo explicitos, o que pode
sugerir que quanto mais dados (e informac¢des) sdo utilizadas, melhor ¢ a descoberta de
conhecimento do problema (ajuste do modelo).

Apesar dos resultados, acredita-se‘que a evolugdo computacional de métodos de agrupamento
de arvores de decisdo para respostas multivariadas e aprimoramentos na determinacdo de
fatores de importancia nas RNA podem conduzir & melhoria dos resultados e permitir a
priorizacdo de varidveis, sem perda de desempenho. Além disso, acredita-se que, em uma
abordagem de andlise de acidentes por severidade, e ndo frequéncia de acidentes como nesta
pesquisa, em que existem dados desagregados e em quantidade muito superior, tais técnicas
podem ser mais eficazes.
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