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RESUMO

Com a chegada da Industria 4.0 surgiram diversas tecnologias como a Internet das Coisas'(I0T) e Computacéo
em Nuvem (CC), o que aumentou o volume de dados disponiveis. Com sistemas loT,.0s.dados da manufatura ou
da operacdo logistica podem ser coletados e convertidos em informagdes valiosas> mediante algoritmos para
grandes volumes de dados. O objetivo deste artigo é desenvolver um modelo_de previsdo de atrasos na liberagao
de componentes, por parte de um fornecedor num esquema milk-run. O prablema sera estudado com a inferéncia
Bayesiana. Foi aplicado o método de Monte Carlo via Cadeias de Markov (MCMC), especificamente o
algoritmo de amostragem Metropolis-Hastings (MH). Para cada um dos.parametros do modelo Bayesiano foi
calculada a distribuicdo de probabilidade a posteriori. O modelo permite.prever a magnitude dos atrasos futuros
em funcdo de quatro varidveis de incerteza do processo de fabricagdo do fornecedor.

ABSTRACT

Some technologies such as the Internet of Things (1oT) and Cloud Computing were born when the Industry 4.0
concept appeared. As a consequence, the data volume-explodes. With loT systems, manufacturing and logistics
operating data can be collected and converted into valuable information using Big Data algorithms. The
objective of this work is to develop a Bayesian:model to have a reliable prevision of order release delays from a
supplier in a milk-run operation. It is proposed a Bayesian inference method with a Markov Chain Monte Carlo
approach. The Bayesian parameters will be estimated with the Metropolis-Hastings sampling algorithm. An a
posteriori probability distribution forieach Bayesian model parameter is calculated. The model allows to predict
the magnitude of future delays as a function of four uncertainty variables of the supplier's manufacturing process.

1. INTRODUCAO

Em cadeias de suprimentos do tipo OEM (Original Equipment Manufacturer), diferentes
fornecedores fabricam componentes para abastecer a linha de producdo de uma manufatureira
OEM, que monta.produtos de maior valor agregado. Um exemplo de cadeias de suprimentos
tipo OEM sdo as.da industria automotiva e de eletrénicos. Neste tipo de cadeia a OEM lider e
todos os fornecedores trabalham de forma integrada para alcancar um objetivo comum (Safaei
et al., 2013).e adotam um esquema milk-run como estratégia de aquisicdo de componentes. O
milk-run-é um sistema programado de coleta de pecas comumente adotado por indudstrias
montadoras. Este modelo nasceu do sistema tradicional de abastecimento da inddstria leiteira
em que se estabelecia uma rota para coletar o leite em cada fazenda. Quando o veiculo fazia a
coleta deixava ao mesmo tempo uma embalagem vazia para a seguinte coleta. De forma geral,
em esquemas milk-run um caminh&o sai de uma montadora para fazer coletas programadas
num determinado periodo de tempo a varios fornecedores seguindo um roteiro previamente
estabelecido e retorna a montadora quando finalizar as coletas. Os componentes fabricados
por cada fornecedor sdo armazenados em contéineres de volume menor a capacidade do
caminh&o, dado que deve transportar os componentes produzidos por varios fornecedores.

Em esquemas milk-run os padrdes tradicionais de recebimento, inspecdo e armazenamento
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sdo substituidos por acordos comerciais onde fornecedores se comprometem a entregar 0s
componentes dentro de um prazo, em acordo com a manufatureira OEM (Novaes et al.,
2017). Caso os componentes sejam entregues pelo operador logistico nas instalacdes da OEM
fora do prazo acordado, esta ultima penalizara monetariamente o fornecedor responsavel. Os
atrasos podem ser ocasionados por quebra de maquinas, falhas na fabricacdo de componentes,
entre outros.

Tradicionalmente, apds a ocorréncia de um evento imprevisto nas operagdes de manufatura e
logistica, como a quebra de uma maquina, é necessario planejar novamente as atividades
programadas, buscando manter as operagdes da cadeia ou melhorar seu desempenho.“Ou seja,
adota-se uma estratégia corretiva, dado que falhas na manufatura e na logistica sdo corrigidas
depois de serem registradas. Por outro lado, na visdo da Inddstria 4.0, a manufatura se torna
preditiva e eventos imprevistos sdo detectados e prevenidos antes que acontecam (Xu et al.,
2017).

No contexto da Industria 4.0 é possivel que as companhias possam lidar com as incertezas
associadas ao seu processo produtivo e antecipar medidas corretivas para evitar falhas. Assim,
o0 operador logistico, que coleta e transporta 0s componentes até a OEM, tem acesso a um
repositorio de dados do processo produtivo dos fornecedores e, a partir desse, prevé possiveis
atrasos na liberagdo dos componentes e antecipa a¢ées como a reprogramacao dos ciclos milk-
run de coleta.

O problema tratado no presente trabalho, da roteirizacdo de veiculos em esquemas OEM/milk-
run em suas diferentes extens@es, é estudado-por outros autores com diferentes abordagens.
Novaes et al. (2015) utilizaram um algoritmo genético para construir roteiros dinamicos e
designar as coletas, que provavelmente.excederiam o tempo limite de entrega, a veiculos
auxiliares. Neste trabalho a Unica variavel de atraso analisada foi o tempo de entrega dos
componentes nas instalacbes da OEM. J& uma versdo mais detalhada foi apresentada em
Novaes et al. (2017), onde asvariaveis definidas e analisadas sdo: a probabilidade de atraso
de cada fornecedor na liberagao dos componentes, o tempo médio de deslocamento do veiculo
e 0 atraso para cada fornecedor em cada ciclo milk-run. Por meio do algoritmo Simulated
Annealing determingu-se a sequéncia de visitas do ciclo milk-run que minimizava o atraso.

Em Novaes et al.(2015) e Novaes et al. (2017) o operador logistico toma ciéncia do atraso na
liberacdo dos componentes quando o veiculo chega nas instalagdes do fornecedor. O
problema.é-abordado com uma visdo corretiva, na qual um veiculo auxiliar unicamente é
acionado apos ocorréncia do atraso. Paralelamente, dentro de uma visdo preditiva como a
contemplada pela Industria 4.0, o operador logistico deveria tomar ciéncia do atraso antes da
chegada do veiculo as instalagbes do fornecedor e, assim, reprogramar o ciclo milk-run.
Portanto, o uso de Inferéncia Bayesiana para prever possiveis atrasos na liberagdo de
componentes em esquemas milk-run, apresenta-se como alternativa viavel para a
determinacdo de uma solugdo 6tima ao problema.

Diante do exposto, o objetivo deste trabalho é a aplicacdo do método de Monte Carlo via
Cadeias de Markov Carlo (MCMC), especificamente o algoritmo de Metropolis-Hastings,
para construir um modelo de previsdo de atrasos na liberagdo de componentes por parte dos
fornecedores numa operacdo milk-run. Foram empregadas quatro variaveis consideradas
como fonte de incerteza no processo de fabricacdo de um dos fornecedores que geram atrasos,
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visando antecipar agdes corretivas.

Este trabalho se estrutura da seguinte forma: na primeira secdo € apresentada a revisao da
literatura, seguida pela descricdo do problema e a metodologia utilizada para prever atrasos.
Posteriormente, sdo apresentados os resultados, o modelo de regressdo Bayesiano e as
conclusdes sobre sua utilizagdo.

2. PREVISAO DE ATRASOS NA MANUFATURA DE COMPONENTES EM
ESQUEMAS MILK-RUN

O esquema milk-run tem sido empregado em diversas industrias, mas a industria automotiva é
a principal usuaria deste sistema (Hosseini, 2014). Uma manufatureira OEM contrata um
operador logistico para uma operacdo milk-run, que coleta componentes ‘Qu ‘partes nas
instalacBes de diferentes fornecedores e, posteriormente, transporta-os até a linha de producéo
da manufatureira OEM (Aragéo et al., 2019). O volume de componentes coletados em cada
fornecedor é menor em relacdo a capacidade total do caminhdo. Neste tipo de esquema, a
frequéncia das viagens é maior, 0 que aumenta os custos do transporte, enquanto elimina os
custos de armazenamento, por trabalhar com a filosofia JIT (Just in Time). A producdo de
componentes por parte das indudstrias fornecedoras pode apresentar atrasos e, num esquema
tradicional de coleta, o operador logistico tomara ciéncia do atraso quando o veiculo de coleta
chega as instalacbes do fornecedor. Essa situacdo pode ocasionar pedidos ndo entregues e
afetar o acordo de entrega entre fornecedores e a OEM-lider (Hu et al., 2013). Por outro lado,
na visdo da Industria 4.0 o operador logistico percebe a possibilidade de atraso antes que ele
acontega.

O Big Data possui diversas aplicacdes no contexto industrial, uma delas é a deteccdo e
prevencdo de falhas ou interrupgdes.em sistemas produtivos. Segundo Bennacer et al. (2014),
a maioria das abordagens desenvolvidas para a deteccdo de falhas sdo baseadas em anélises
estocasticas, teoria de grafos e técnicas de inteligéncia artificial. Na pesquisa desenvolvida
por Jia et al. (2016), os autores desenvolvem uma Rede Neural Artificial com a finalidade de
melhorar a precisdo dos_diagndsticos de falhas em um conjunto de maquinas. Para validar o
método foi utilizada uma quantidade massiva de dados em diferentes condigdes de operacao.
Algumas pesquisas:de deteccdo de falhas se concentram na construcdo de modelos de
manutencdo preventiva, mecanismos que atuam em tempo real (Wan et al., 2017; Lee et al.,
2015). Sistemas de-deteccdo de falhas permitem identificar com grande precisdo a causa das
interrupcdes_num-sistema, como no modelo desenvolvido por Bennacer et al. (2014) que
utiliza Redes Bayesianas para detectar e prever falhas em redes VPN.

A principal carateristica da inferéncia Bayesiana na detec¢do e prevencdo de falhas em
sistemas produtivos é que, a medida que os dados séo disponibilizados durante a operagdo do
sistema, estas novas observacfes sdo consideradas na analise do problema em questdo. O
teorema de Bayes é uma ferramenta para recalcular as probabilidades de eventos néo
observados, em funcdo da probabilidade a priori (informagfes ja coletadas dos dados
estudados) e a verossimilhanca para obter a probabilidade a posteriori do parametro estudado
(Fernandes, 2013). Uma abordagem de interesse para estimar a magnitude dos atrasos, na
liberacdo dos pedidos de componentes nas instalacbes dos fornecedores, com grandes
volumes de informagdes, é a utilizacdo da inferéncia Bayesiana, em que o principal objeto é a
distribuicdo a posteriori, isto €, as distribui¢cdes de probabilidade dos parametros do problema
séo corrigidas constantemente, a partir das novas observagdes durante a operacdo do sistema.
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O cenério geral da inferéncia Bayesiana € formado por uma fun¢do X = (Xg,...,Xm), que € um
vetor de parametros observados, associado a um vetor de pardmetros desconhecidos 6,
assumido como uma variavel aleatéria de distribuicdo a priori z(8). Um modelo f (X | ) é
inicialmente definido. A distribuicdo a posteriori para a inferéncia estatistica, relacionada aos
parametros 6, de acordo com a formulagdo de Bayes, é dada por:

WEDICE
JFxhe) w(w) ou’

A integral [ f(xlu) =(x) du, que € a densidade marginal dos dados observados X, ndo‘depende
de 6. Por outro lado, em problemas dimensionais relativamente complexos, a integral (1) pode
ser dificil de solucionar (Minka, 2001). Mas uma forma de resolver este problema é através da
aplicacdo do método Monte Carlo via Cadeias de Markov (MCMC), amplamente utilizado
para resolver problemas técnicos inversos, como em Hassan et al. (2009) e Azizi et al. (2015).
O método mais moderno de inferéncia Bayesiana € o0 MCMC, que.serve para aproximar
integrais complexas e custosas de avaliar de forma exata (Valero, 2013). Por meio dos
métodos MCMC pode-se obter estimativas da magnitude do-atraso, com aceitavel nivel de
precisdo. Supondo que %,, ..., %,, S40 0s valores amostrais do conjunto de variaveis aleatorias X
= (X1,....Xm) que caracterizam o caso em analise. A expectativa da funcéo f(Xy,...,Xn) pode ser
aproximada através de (Kass et al., 1998):

F(81x) = (1)

E[f(X)] = Ef-_ "'Efm ftfi""’imj *p'r(Xi = EJ."""]“;;'r1 = Em)’ (2)
Ou,
1 N-1
"~ () ()
FLAOOM 2 F(x ), 3)
=0

Onde x19...., xn" sdo os valores, no estagio t, do processo de inferéncia com uma amostra de
tamanho N (Kass et al., 1998): Empregando X© = {X,©.... X»®} para representar o conjunto
de variaveis no estagio t, a cadeia de Markov correspondente € definida assumindo-se uma
distribuicdo inicial X© parat=0, e as probabilidades de transicio para X® s&o calculadas a
partir de X®Y, aplicando ‘as probabilidades de transicdo Markovianas. Essas probabilidades
sdo escolhidas de modo que, a distribuicio de X® deve convergir ergodicamente para um
estado de equilibrioestocastico, possibilitando que a cadeia de Markov resultante possa ser
simulada por amostragem, a partir do estagio inicial e, na sequéncia, por meio das
distribuices_de transicdo condicionais sucessivamente. Para uma cadeia de Markov
suficientemente extensa, a equacdo (3) pode ser usada para estimar as expectancias de f(X)
(Gilks et al., 1996; Kass et al., 1998, Novaes et al., 2018).

Dentro do universo MCMC, existem diversos métodos de céalculo, entretanto o algoritmo de
Metropolis-Hastings (MH) é o método MCMC mais popular. Assim, todos os algoritmos
MCMC podem ser considerados como casos especiais do MH (Valero, 2013). O algoritmo de
MH (Metropolis et al., 1953; Hastings, 1970) produz amostras a partir de distribuicGes que
poderiam ser de dificil amostragem: o algoritmo simula uma cadeia de Markov cuja
distribuicdo estacionaria é =, isto significa que, em longo prazo, as amostras da cadeia se
aproximam das amostras de . Dada uma distribui¢do de probabilidade p(x), o algoritmo de
Metropolis-Hastings que sera utilizado nesta formado pelas seguintes etapas:
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I. Inicia-se arbitrariamente com um ponto qualquer de x;
ii. Gera-se um novo valor x " da distribui¢do x ~g(x’|x);
iii. Aceita-se 0 novo valor com probabilidade
a(x,x') = min {1,%]
p()q(x'|x) (@)
iv. Repetir 0 passo i;

Onde ¢g(x’|x) representa a distribuicdo de probabilidade proposta de x que esta sendo estudada,
e indica a probabilidade de que a cadeia no estado x gere um valor x’. Com os valores dessas
probabilidades calcula-se a probabilidade de aceitacdo do novo valor. Desta forma o
algoritmo simula uma cadeia de Markov até que a convergéncia seja alcangada. ‘Uma das
principais aplicaces do algoritmo de MH na industria tém sido a estimativa.de tempos de
ciclo de manufatura (Fan, 2006; Chen et al., 2001).

3. MODELO DE PREVISAO DE ATRASOS NA INTEGRAQAO MANUFATURA/
LOGISTICA

Atualmente, os conceitos e préaticas de JIT estdo sendo amplamente estudados e utilizados na
gestdo de cadeias de suprimentos do tipo OEM, com o fim de reduzir custos logisticos e
integrar estreitamente as operacdes de manufatura e logistica (Ullrich, 2013). Neste tipo de
operacdes, procura-se reduzir até zero o nivel do inventario de componentes em cada um dos
elos da cadeia e, desta forma, excluir os custos de armazenamento. Dentro da filosofia JIT, a
linha de producdo da montadora OEM ¢ abastecida com uma alta frequéncia e de acordo com
seu programa de producdo. Dessa forma, garante-se que 0S componentes necessarios para a
montagem de novos lotes de producado estejam disponiveis na montadora no momento certo.

A linha de producdo de uma montadora é complexa, ela é responsavel por gerenciar e
coordenar um conjunto de diversos fornecedores que a abastecem. A medida que mais
fornecedores integram a cadeia ‘de suprimentos, maior a incerteza e probabilidade de que os
componentes ndo sejam entregues no momento certo nas instalagdes da OEM. Para Safaei et
al. (2013) a somatdria das incertezas individuais de cada um dos fornecedores da cadeia gera
uma incerteza maior-na linha de producdo da manufatureira OEM. Estas Gltimas podem ser
geradas por eventos aleatdrios imprevisiveis, como atrasos na liberacdo de componentes nas
instalagdes do fornecedor.

Atrasos na fabricacdo de componentes podem ser ocasionados por quebras de maquinas, mao-
de-obra~deficiente, variagdes no tempo de ajuste de maquinas, taxa de producdo, etc.
OperagOes como as de cadeias de suprimentos do tipo OEM demandam sistemas logisticos, os
suficientemente sofisticados, para lidar com atrasos, além de garantir a integracdo entre a
manufatura e a logistica. Por isso, em cadeias de suprimentos do tipo OEM se adota a
operacdo milk-run para coletar e transportar componentes até a montadora. Por exemplo,
através de um esquema dindmico de milk-run no qual sejam previstos os atrasos dos
fornecedores, as consequéncias dos atrasos podem ser mitigadas. Se o operador logistico
prevé um nivel de atraso muito alto na fabricacdo de componentes, sera necessario acionar
uma medida corretiva, nesse caso, transferir a visita de coleta em questdo a um veiculo
auxiliar, o qual parte das instalacbes da OEM e faz a coleta do lote de producdo atrasado.
Com esta estratégia, o veiculo principal pode continuar com a sequéncia de visitas do seu
ciclo milk-run.
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A estratégia dinamica do ciclo milk-run consiste em remover do roteiro aqueles fornecedores,
que segundo o modelo de previsdo do operador logistico, vdo se atrasar na liberacdo dos
componentes. Como se observa na Figura 1, a previsao se realiza antes do deslocamento até o
fornecedor que serd atendido. Dessa forma pode-se tomar uma medida antecipada, como
transferir a visita de coleta do fornecedor em questdo a um veiculo auxiliar.

Por outra parte, fatores externos como condicdes climaticas extremas, greves no transporte
publico, congestionamentos, etc., aumentam o nivel de incerteza no deslocamento dos
veiculos de coleta na operacdo milk-run. Portanto, € necessario que o esquema milk-run
dindmico adote uma estratégia de tempo real, em funcdo das condi¢des de trafego na regido
de operagéo do sistema.
Figura 1: Ciclo milk-run

Veiculo

auxiliar

-

AAAAAAAAAAAAAAAAAAAAAAAAAA >

Transferéncia E fomec edor i OEM
visita de coleta

Previsdo de
atraso
~~~~~~~~~~~~~~~~~~~~~~~~~~~~~~~~~~~ > —
OEM Fomecedor 1 Fomece or 2 Fomecedor 7

Tempo i

OEM

Para condicOes de trafego regulares, o operador logistico-programa as rotas dos ciclos millk-
run com base em previsdes de trafego padrdes para certos periodos do dia. Para isso, é
necessario ter acesso a repositérios de dados. pablicos ou privados. Numa visdo mais
sofisticada, como a da Industria 4.0, se utilizam grandes volumes de dados para prever
congestionamentos através de Redes Bayesianas, Clusterizacdo ou Aprendizado de Maquina
Profundo e modificar dinamicamente os roteiros dos veiculos de coleta do sistema. Por
exemplo, no trabalho desenvolvido por Guner et al. (2017), foram utilizados dados de um
repositério publico com grandes volumes de dados sobre a variacdo da velocidade ao longo
do dia para determinada zona'urbana e, a partir deste, foi estimada a velocidade média e seu
respectivo desvio padrdo para trechos especificos da zona. Em paises em desenvolvimento é
dificil implementar este tipo de estratégia, principalmente porque tais dados ndo estdo
disponiveis hoje, a ndo ser em situacdes muito especificas, nesses casos, é possivel adotar
formas mais simples.de prever os congestionamentos. Apesar de congestionamentos serem
fonte de atrasos em-operacdes milk-run, neste trabalho apenas serdo considerados aqueles
atrasos relacionados com a liberacdo dos componentes nas instalacfes dos fornecedores.

3.1. Descricao do problema

Num~esquema milk-run, conformado por uma manufatureira OEM, um conjunto de
fornecedores e um operador logistico, um dos fornecedores implanta um sistema Big Data de
informacdes sobre o processo de fabricacdo de seus componentes. Entre os objetivos do
sistema implantado, esta o fornecimento de informagdes relacionadas ao processo produtivo
do turno de coleta i, bem como a magnitude do atraso (caso ocorra), ao operador logistico que
faz a coleta e transporta os componentes a OEM lider. Desta forma, o operador logistico
podera realizar corre¢des nas suas atividades antes que os atrasos efetivamente acontecam. O
fornecedor produz componentes no turno entre as 8 horas da manhé e 16 horas, um total de 8
horas. O operador logistico deve coletar os componentes em um momento H dentro do turno
i, horério esse estipulado pela OEM. Neste problema especifico, sdo considerados apenas 0s
atrasos na liberacdo dos componentes originados na manufatura do fornecedor.
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Para prever atrasos na liberacdo de componentes numa industria fornecedora é essencial
avaliar e analisar as principais causas de incerteza. Para Koh et al. (2006) os principais fatores
de incerteza em um ambiente de manufatura sdo as mudancas na demanda, variacdes no
tempo de producdo e quebra de maquinas. O problema estudado neste artigo envolve quatro
variaveis de incerteza, relacionadas aos atrasos nas liberacGes. A primeira variavel € o instante
de coleta dos componentes (ic), que indica o instante t em que os mesmos foram coletados nas
instalacBes do fornecedor. A segunda é a ocorréncia de quebra de maquina (gm), variavel
binaria, quando for 1 houve quebra de maquina, caso contrério, ndo houve. A terceira € o
instante t de quebra da maquina (ig): caso aconteca, esta variavel indica 0 momento em que a
maquina do processo de fabricacdo de componentes do fornecedor quebrou. Caso gm-‘for zero,
o0 valor de iq também sera nulo. A quarta variavel ¢é a taxa de utilizacdo do sistema produtivo
do fornecedor (tu). Para Branke e Matfeld (2005), uma taxa de utilizagdo do sistema
produtivo em torno de 0.7 representa uma situacdo confortavel, enquanto 0.8 e 0.9
representam uma carga intermediaria e elevada, respectivamente.

As informagOes do processo produtivo e a magnitude dos atrasos do fornecedor sdo
armazenadas num repositorio e compartilhadas com o operador logistico, para que este ultimo
faca as previsdes. Neste artigo foi analisado um conjunto de dados de 960 turnos (dias Uteis
sucessivos) referentes a um fornecedor. Cada linha do banco de dados compreende o turno i e
o0s respetivos valores das variaveis ic, gm, ig e tu, além da magnitude do atraso em horas.
Caso ndo haja atraso no turno i, a magnitude sera‘zero. Na Tabela 1 é apresentada uma
descricdo estatistica geral do banco de dados do fornecedor em questdo.

Tabela 1: Descri¢ao estatistica das variaveis

Instante de coleta  Quebra de maquina  Instante de quebra  Taxa de utilizacdo  Atraso

ic (h) gm iq (h) tu (h)
Minimo 1.04 0 0.00 0.66 0.00
Maximo 23.33 1 8.96 0.94 15.33
Média 6.92 - 2.15 0.81 0.62
Desv. Pad. 2.51 - 2.77 0.07 1.43

Das 960 observacdes, em 443 turnos o valor do atraso foi 0.00 horas. Para prever a magnitude
do atraso em cada turno foi utilizado o método MCMC, algoritmo de Metropolis-Hastings.

3.2. Previsdo deatrasos na liberacéo de componentes

A limpeza dos dados é uma das primeiras etapas em um estudo que envolve grandes volumes
de informacdo. A primeira etapa consiste em preparar os dados observados para analise
estatistica, .uma vez que o banco de dados pode ter linhas faltantes, duplicidades, erros de
formato, ou de estrutura. Apds preparar os dados, uma andalise exploratoria dos mesmos €
realizada, visando obter um conhecimento inicial, antes da analise Bayesiana. Entre as
diferentes andlises iniciais executadas, na Figura 2 sdo mostradas as correlagdes entre todas as
variaveis do problema.
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Figura 2: Correlacdo das variaveis
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A partir da andlise de correlacdo, se pode afirmar que o instante de coleta (ic) e o instante de
quebra de maquina (iq) tém uma correlagdo positiva com-o. atraso de 0.787 e 0.256,
respectivamente. Isto indica que os atrasos podem ter uma forte relacdo com o instante em
que os componentes sdo coletados nas instalacdes do fornecedor. Ja a taxa de utilizacéo (tu) e
a quebra de méaquina (gm) tem uma baixa relagdo com o atraso.

O objetivo do modelo construido é descrever a-variacdo de y em termos das varidveis
explicativas Xxj,...,xx, onde y é o atraso previsto para a fabricacdo do componente. Para o
modelo Bayesiano proposto y; = (Atraso;) e-x; = (tu;, gm;, iq;i, ic;j). Nesse sentido, na Equacao
(5) todas as variaveis sdo aleatorias. O valor medio do Atraso, em resposta ao i-ésimo valor
individual de tu;, gm;, ig; e ic;, pode ser descrito por:

E(Atraso;

B, X) = Pot, ¥ 0Ci+ B2 Wi+ 3 qmi + S * g ()

Onde, po,....fs sdo conhecidos como o0s parametros de regressdo. A distribuicdo de
probabilidade a priori para.cada parametro do modelo foi definida como uma funcdo de
probabilidade normal, com média zero e desvio padrdo de 10 horas, como observado em
algumas pesquisasgue utilizam o método MCMC como em Azizi et al. (2015) e autores
como Gelman (2006), que recomendam seu uso para problemas que lidam com distribuicdes
de probabilidade a priori pouco informativas. Portanto, as probabilidades a priori para os
parametros fo, f1, B2 B3 € f4sa0 descritas por distribuicdes de probabilidade normal N(0,10),
em horas.

A _distribuicdo de probabilidade a priori representa a informagdo de certo pardmetro x
desconhecido, que combinado a distribuicdo de probabilidade de novas observacoes, resulta
na distribuicdo a posteriori, esta ultima utilizada para inferir e tomar decisdes futuras que
envolvem x (Gelman, 2002). Nesse sentido, a partir da funcéo de probabilidade a priori séo
computadas as distribuicbes a posteriori para cada um dos parametros do modelo. Assume-se
que os erros do modelo & = Atraso;— E(Atraso;|f, X) sdo independentes e estdo normalmente
distribuidos com média zero e variancia igual a 100 h%. Em notacdo matricial o modelo para
todas as observac6es pode ser descrito como:

Atraso;| B, 6% X ~Na(X B, 6° 1) (6)
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O modelo Bayesiano foi construido depois de 200.000 replicaces, utilizando a linguagem de
programacdo R. Para isso foram utilizadas principalmente as bibliotecas, coda, mcmcse e
mcmc. O alto ndmero de iteracbes pode ser explicado pela quantidade de variaveis
explicativas do modelo (quatro). Isso pode requerer um maior esforco computacional para
alcancar a convergéncia. Os primeiros valores simulados da cadeia (burn-in period) devem
ser excluidos da analise porque o processo ainda ndo alcanga o estado estacionario.

4. RESULTADOS

Considerando as distribuicdes de probabilidade a priori que foram definidas previamente, foi
construida uma cadeia de 200.000 iteracfes para cada parametro do modelo Bayesiano.
Foram descartadas as primeiras 20.000 iteraces. Na Figura 3(a), os histogramas representam
as densidades aproximadas da distribuicdo de probabilidade a posteriori de cada um dos
parametros do modelo Bayesiano, os quais sdo descritos por distribuicdes de probabilidade
normal. Os tracos do MCMC das amostras a posteriori para cada_um dos parametros se
apresentam na Figura 3(b). A linha amarela representa a média a ‘posteriori para cada
parametro construido a partir da amostra em cada iteracao.

Figura 3: Histograma de frequéncia e cadeia de Markov de cada parametro
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A partir dos tracos obtidos na Figura 3(b), é possivel afirmar que as cadeias conseguiram
convergir. Para demonstrar. este fato, foi necessario realizar uma analise grafica da
convergéncia para cada um- dos parametros do modelo. Na Figura 4, é apresentada a
convergéncia do parametro S, A linha amarela representa o valor a porteriori da média, que é
o0 valor para o qual eonverge a cadeia do parametro em questdo. Além disso, é evidenciado
novamente que o-nimero de interacdes necessarias foi igual a 200.000.

Figura 4: Convergéncia de f,
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As medias estimadas das distribui¢bes a posteriori dos parametros g; foram calculadas com
um intervalo de credibilidade Bayesiano a posteriori de 95%. Os resultados obtidos se
resumem na Tabela 2.
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Tabela 2: Estimadores Bayesianos. Resumo dos valores a posteriori dos parametros

Parémetros Média Desvio Padréo 95% (Intervalo de credibilidade)
Bo -2.5468 3.3857 (-9.0979:3.9757)
B 0.7047 0.1730 (0.3657:1.0397)
B -3.1461 3.8322 (-10.6563:4.2108)
B3 -0.6267 0.2727 (-1.1699:-0.1089)
Ba 4.6643 1.5349 (1.8195:7.8396)
o 9.4815 0.2105 (9.0682:9.8921)

Na Tabela 2 observam-se as estimativas das médias a posteriori e o desvio padrao de.cada um
dos pardmetros que conformam o modelo Bayesiano. Na sequéncia 0 modelo Bayesiano é
apresentado.

4.1. Modelo bayesiano
O modelo bayesiano de previsao de atrasos é formulado na Equacéo. 7:
Atraso;’ = — 2.5468 + 0.7047* ic; — 3.1461*tu; + 0.6267*qgm; + 4.6643 * iq; + & (7

O modelo construido pretende servir ao operador logistico-que se encarrega de coletar os
componentes e transporta-los até a linha de montagemda OEM. Com o modelo de previséo, é
possivel que o operador logistico determine se o fornecedor sofrera um atraso. Quando um
atraso for previsto, o operador logistico pode antecipar uma agdo corretiva, como retirar esse
fornecedor do seu roteiro e designar a coleta-a.um veiculo auxiliar, com o objetivo de cumprir
0s compromissos de entrega estabelecidos entre os integrantes do esquema milk-run. Para
validar o modelo comparou-se a magnitude dos atrasos previstos com 0s reais observados
dentro de um periodo. Para isso @ tamanho da mostra foi de aproximadamente o 10% dos
atrasos observados, ou seja, 100 observacdes (do turno 861 ao turno 960) comparadas com
100 atrasos modelados com“a Equacdo 7. Na Figura 5 sdo mostradas a distribuicdo de
probabilidade acumulada dos atrasos observados e com os modelados.

Figura 5: Distribuicdo de probabilidade acumulada dos atrasos observados e modelados.
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A média do atraso observado é 0.46 h com um desvio padrdo de 0.87 h, enquanto a média do
atraso modelado é 0.68 horas com desvio padrdo de 1.01 h. O comportamento da curva de
distribuicdo de probabilidade acumulada dos atrasos observados e dos modelados tendem a
uma distribuicdo exponencial negativa. Isto pode ser sinal de que o modelo Bayesiano
construido estd mimetizando, até certo grau, 0 comportamento do atraso real observado.
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5. CONCLUSOES

Neste artigo foi utilizada uma abordagem Bayesiana, 0 método de Monte Carlo baseado em
cadeias de Markov para formular um modelo de previsdo de atrasos na liberacdo de
componentes numa induastria fornecedora. Estes valores de atrasos ajudardo o operador
logistico a rever sua programacdo de coleta de componentes com razoavel antecipacao,
melhorando assim o cumprimento dos acordos de entrega com a empresa OEM lider. Atraves
do algoritmo de Metropolis-Hastings foram simuladas as cadeias de Markov de cada um dos
parametros do modelo, para determinar a sua respectiva distribuicdo de probabilidade a
posteriori e definir o modelo Bayesiano. O modelo resultante foi validado através da
comparagao entre os atrasos observados e os modelados. A curva da fungéo de probabilidade
acumulada para os dados observados e modelados foi descrita por uma exponencial negativa.
E de conhecimento dos autores que o modelo Bayesiano utilizado n&o é o-mais sofisticado
para realizar a inferéncia dos atrasos, e que outros modelos poderiam melhorar a funcédo
explicativa. Assim, o desenvolvimento futuro desta pesquisa contempla“a elaboragdo e
aplicacdo de um modelo hibrido com o de Mills (2013), dado que no.problema algumas das
variaveis se caracterizam por ter muitos valores nulos, junto comvalores reais positivos,
como o caso dos atrasos ou dos instantes de quebra de maquina (ig). Nesse sentido, com a
aplicacdo de métodos MCMC mais elaborados, sera possivel obter melhor precisdo no modelo
Bayesiano.

A principal motivacao para utilizar inferéncia Bayesiana, especificamente o0 método MCMC,
baseia-se no fundamento de que esquemas milk-run sdo dinamicos, e a medida que os
componentes sdo coletados podem surgir eventos inesperados como atrasos na fabricacédo e
liberagdo dos componentes, e os métodos MCMC além de considerar dados historicos na suas
previsdes, também considera dados que séo disponibilizados durante a operacdo do sistema.
Desta forma o modelo pode atualizar as previsdes quando novos dados alimentam o sistema.

Por outro lado, o0 banco de dados utilizado para a construcdo do modelo foi criado mediante
simulac0es, pois nesta etapa da pesquisa ndo foi possivel adquirir dados de uma situacao real
em que fosse utilizada uma operacdo de milk-run. Ademais, em paises em desenvolvimento,
como o Brasil, situacBes mais sofisticadas de aplicacdes de esquemas milk-run sdo escassas.
Nesse sentido, para @s proximas etapas da pesquisa, pretende-se utilizar dados possivelmente
extraidos de uma Situagdo real.
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